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Abstrakt—EDA algoritmy (Estimation of Distribution Algo-
rithm) patřı́ mezi stochastické optimalizačnı́ techniky, založené
na vytvářenı́ a vzorkovánı́ pravděpodobnostnı́ modelu. V tomto
článku prezentuji CEDA (Copula-EDA) algoritmus, ve kterém je
použita kopule k vytvořenı́ modelu a následné migraci parametrů
pravděpodobnostnı́ho modelu. Experimentálnı́ výsledky potvr-
zujı́, že tento koncept vede ke zlepšenı́ konvergence (ve srovnánı́
se sekvenčnı́ variantou navrženého algoritmu nebo s výsledky
CEDA algoritmů jiných autorů).
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I. ÚVOD

EDA algoritmy (Estimation of Distribution Algorithms)
patřı́ do třı́dy evolučnı́ch optimalizačnı́ch metod, které pro-
zkoumávajı́ stavový prostor pomocı́ odhadu/aproximace a
vzorkovánı́ explicitnı́ho pravděpodobnostnı́ho modelu nad
množinou řešenı́.

Běžné EDA algoritmy použı́vajı́ grafický pravděpodobnostnı́
model, např. řetězec, stromy nebo Bayesovskou sı́t’, tyto
algoritmy jsou známé pod názvy MIMIC [1], BMDA [2], BOA
[3], UMDA [4]. Obsáhlý přehled těchto algoritmů je uveden
v [5] nebo [6].

V poslednı́ch pěti letech začal být použı́ván nový přı́stup
ke konstrukci pravděpodobnostnı́ho modelu – postup založený
na teorii kopulı́ [7], [8], [9]. Kopule jsou speciálnı́ funkce
rozdělenı́ pravděpodobnosti. Dı́ky jejich vlastnostem je lze
použı́t k modelovánı́ korelacı́ ve vı́cerozměrných problémech
– sdružená distribučnı́ funkce je rozdělena na jednorozměrná
marginálnı́ rozdělenı́ a na korelaci, která je popsána kopulı́.

II. TEORIE KOPULÍ

Definice. Kopule C je vı́cerozměrná distribučnı́ funkce, jejı́ž
marginálnı́ rozdělenı́ jsou rovnoměrná na intervalu 〈0; 1〉.

Teorém (Sklarův teorém [10]). Necht’ F je d-rozměrná
sdružená distribučnı́ funkce s marginálnı́mi rozdělenı́mi
F1, . . . , Fd. Potom existuje d-rozměrná kopule C taková,
že pro všechna (x1, . . . , xd) ∈ Rd platı́ F (x1, . . . , xd) =
C (F1(x1), . . . , Fd(xd)).

Zabýváme se dvěma rodinami kopulı́ – Archimedovskými
a eliptickými:

Archimedovské kopule jsou poměrně populárnı́,
protože popisujı́ různé vzory závislostı́, a majı́ relativně
jednoduchý funkcionálnı́ zápis C(u1, . . . , ud) =

ϕθ
(
ϕ−1
θ (u1) + . . .+ ϕ−1

θ (ud)
)
. Jejich definice je založena

na generátoru ϕ, tato funkce má typicky jeden parametr
θ, který vyjadřuje mı́ru závislosti. To, že i vı́cerozměrné
Archimedovské kopule mı́vajı́ jen jeden parametr, je do
určité mı́ry nevýhoda, protože jejich schopnosti popsat
vı́cerozměrné závislosti jsou výrazně omezené. Toto
omezenı́ lze kompenzovat např. pomocı́ hierarchických
Archimedovských kopulı́ (HAC).

Eliptické kopule jsou odvozeny od přı́slušného
eliptického rozdělenı́, přı́kladem je Gaussova kopule
C(u1, . . . , ud) = ΦR

(
Φ−1(u1), . . . ,Φ−1(ud)

)
, kde

ΦR(x1, . . . , xd) je sdružené normálnı́ rozdělenı́ s pozitivně-
semidefinitnı́ korelačnı́ maticı́ R, Φ je standardnı́ normálnı́
rozdělenı́, Φ−1 je jeho kvantilová (inverznı́) funkce.
Obdobným přı́klad je t-kopule, odvozená od Studentova
t-rozdělenı́. Na rozdı́l od Archimedovských kopulı́ nenı́ počet
dimenzı́ nijak limitován, eliptické kopule se typicky použı́vajı́
jako vı́cerozměrné kopule, parametrem je korelačnı́ matice R.

III. MCEDA: EDA, KOPULE A MIGRACE

V této kapitole stručně popı́šeme algoritmus mCEDA, který
je podrobně popsán v našem článku [11]. Jedná se o EDA
algoritmus, který použı́vá několik typů kopulı́, a který je
paralelizován s využitı́m ostrovnı́ho komunikačnı́ho modelu.

A. EDA (Estimation of Distribution Algorithm)

EDA algoritmy jsou evolučnı́ optimalizačnı́ technika po-
dobná genetickým algoritmům. Potenciálnı́ řešenı́ problému
je reprezentováno pomocı́ jedince, množina jedinců pak tvořı́
populaci. Co nejlepšı́ řešenı́ je vyvı́jeno v průběhu několika
generacı́, vhodnı́ jedinci vybranı́ z jedné generace jsou použiti
k vytvořenı́ jedinců pro novou generaci. Na rozdı́l od ge-
netických algoritmů (které použı́vajı́ křı́ženı́ a mutaci) jsou
novı́ jedinci v EDA vytvářeni pomocı́ náhodného vzorkovánı́
z pravděpodobnostnı́ho modelu. Tento pravděpodobnostnı́ mo-
del je odvozován z vybraných jedinců předešlé generace.

EDA algoritmus tedy tvořı́ tyto tři základnı́ kroky:
1) Vyber vhodné jedince.
2) Vytvoř pravděpodobnostnı́ model.
3) Navzorkuj nové jedince.
Jednotlivé EDA algoritmy se odlišı́ druhem použitého

pravděpodobnostnı́ho modelu. V přı́padě CEDA je model
tvořen kopulı́ a marginálnı́mi rozdělenı́mi.



Algorithm 1 Vzorkovánı́ kopulového pravděpodobnostnı́ho
modelu

1) Zı́skej náhodný vzorek kopule (u1, . . . , ud) ∼ C, kde
ui ∈ 〈0; 1〉.

2) Odvod’ vektor hledaného jedince x za použitı́ inverzı́
marginálnı́ch rozdělenı́ xi = F−1

i (ui).

Algorithm 2 CEDA s migracı́ modelů (mCEDA)
1) Vygeneruj počátečnı́ populaci.
2) FOR každý ostrov DO IN PARALLEL:
3) WHILE (nenı́ konec):
4) Vyber výhodná řešenı́
5) Vytvoř pravděpodobnostnı́ model
6) IF (podmı́nka migrace):
7) Pošli model
8) WHILE (imigrantský model přijat):
9) Zkombinuj modely

10) Navzorkuj novou populaci ze zı́skaného
pravděpodobnostnı́ho modelu

B. Kopulový pravděpodobnostnı́ model

Pravděpodobnostnı́ model v kopulovém EDA algoritmu je
specifikován ve dvou krocı́ch. Nejdřı́ve jsou odvozeny para-
metry pro jednorozměrná marginálnı́ rozdělenı́ – použı́váme
normálnı́ rozdělenı́ No(µ, σ) s parametry µ (střednı́ hodnota)
a σ (směrodatná odchylka). Za druhé jsou vypočı́tány para-
metry pro zvolenou kopuli (R nebo θ) pomocı́ korelačnı́ho
koeficientu Spearmanova ρS .

Hlavnı́ přı́nos tohoto postupu spočı́vá v tom, že vzorkovánı́
nových jedinců (krok 10 v Alg. 2) je realizováno ve dvou
jednoduchých krocı́ch, tak jak je popsáno v Alg. 1. Tento
postup umožňuje oddělit marginálnı́ rozdělenı́ od struktury
závislostı́ mezi dimenzemi.

C. Migrace modelů

V přı́padě ostrovnı́ modelu evolučnı́ algoritmu se celková
populace skládá z několik částı́ – ostrovů. Evolučnı́ proces
na každém ostrově běžı́ nezávisle (viz Alg. 2). Pouze když
je splněna podmı́nka migrace, je aktivována komunikace (v
našem přı́padě přenos parametrů modelu mezi dvojicı́ sou-
sedı́cı́ch ostrovů).

Celý proces migrace je rozložen na interakci sousednı́ch
ostrovů – přı́jemce (rezidentnı́ model) a imigrant (přı́chozı́
model). Model z imigranta je přenesen k přı́jemci, kde je
zkombinován s původnı́m rezidentnı́m modelem a tak vzniká
nový rezidentnı́ model. Migrace a kombinace modelů je
v Alg. 2 pokryta řádky 6–9.

Ke kombinaci modelů jsme použili následujı́cı́ vztahy,
v souladu s [12], [13]:

• Učenı́ střednı́ch hodnot µi každého jednorozměrného
marginálnı́ho rozdělenı́ Fi(xi)

µnewi = (1− β)µRi + βµIi (1)

• Učenı́ směrodatných odchylek σi každého jedno-
rozměrného marginálnı́ho rozdělenı́ Fi(xi)

σnewi
2 = (1− β)

((
µnewi − µRi

)2
+
(
σRi
)2)

+

+ β
((
µnewi − µIi

)2
+
(
σIi
)2)

(2)

• Učenı́ prvků korelačnı́ matice Rij

Rnewij = (1− β)RRij + βRIij (3)

Koeficient β je určen vztahem

β =

{
fitR

fitR+fitI
fitI ≤ fitR

0.1 jinak
(4)

kde fitR nebo fitI představuje střednı́ hodnotu fitness rezi-
denta respektive imigranta.

IV. EXPERIMENTY

Ukázkové experimenty byly provedeny na sadě běžných
testovacı́ch úloh (Rastrigin, Ackley, Schwefel, Rosenbrock,
Sphere) a na sadě CEC 2013 [14] pro 10 rozměrů. Jsou pre-
zentovány výsledky dvou variant mCEDA, použı́vajı́cı́ Fran-
kovu (Archimedovská rodina) kopuli (mCEDA-F) a Gaussovu
(eliptická rodina) kopuli (mCEDA-G), ve srovnánı́ se dvěma
variantami sCEDA-* (sekvenčnı́ verze, tj. pouze jeden ostrov).
Výsledky výše popsaných algoritmů mCEDA-* a sCEDA-*
jsou znázorněny v grafech na obrázku 1.

Z grafů je patrné, že verze s migracı́ modelů (na grafu
jako plné body) je téměř vždy lepšı́ (nebo stejně dobrá) jako
sekvenčnı́ verze (prázdné body); výjimkou je funkce č. 16 ze
sady CEC13. Varianta užı́vajı́cı́ Gaussovu kopuli (čtverečky)
je obvykle lepšı́ nebo stejně dobrá jako varianta s Frankovou
kopulı́ (kolečka). Celkově nejlepšı́ testovanou variantou je tedy
mCEDA-G (kopulová EDA s Gaussovou kopulı́ a migracı́
modelů (plné zelené čtverečky). V deseti přı́padech ze sady
CEC13 je mCEDA-G zřetelně lepšı́ než ostatnı́ varianty. Ve
dvou přı́padech je lepšı́ mCEDA-F, na zbylých úlohách nenı́
patrný žádný významný rozdı́l.

V Tabulkách I a II je prezentováno srovnánı́ (střednı́
hodnoty fitness) navrženého algoritmu mCEDA-* s dalšı́mi
publikovanými algoritmy, které nějakým způsobem použı́vajı́
kopule. Srovnánı́ jsme provedli vždy pro stejný počet vyhod-
nocenı́ fitness. Ve většině přı́padů dosahuje mCEDA o několik
řádů lepšı́ch výsledků.

V našem algoritmu jsme použili toto nastavenı́ experimentů:
4 ostrovy, 250 jedinců na každém ostrově, selekce 20 %,
migrace každých 10 generacı́, obousměrná kruhová topologie,
20 nezávislých běhů.

V. C ÍL DIZERTACE

Teorie kopulı́ je relativně nový koncept použı́vaný ve statis-
tice, ale v oblasti evolučnı́ch algoritmů se teprve začı́ná vı́ce
rozvı́jet. Moje práce zkoumá nové možnosti EDA algoritmů
na bázi kopulı́. Dosavadnı́ výsledky naznačujı́, že CEDA
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Obrázek 1. Výsledky experimentů – medián a kvartily hodnoty fitness algoritmů s Gaussovou a Frankovou kopulı́; sekvenčnı́ verze a verze s migracı́ modelů.



Tabulka I
MCEDA VS. COPULA BAYESIAN NETWORK (CBN) [15] – 100000

VYHODNOCENÍ FITNESS.

Rastr. Ack. Schw. 1.2 Rosen.
CBN 2,39e+00 3,71e-02 2,23e+01 1,05e+01

mCEDA-F 1,99e-01 1,28e-11 3,41e-21 5,90e+00
mCEDA-G 1,99e-01 1,14e-11 1,08e-20 5,66e+00

Tabulka II
MCEDA VS. CLAYTON (CL), GUMBEL (GU), SN-EDA (SN) [16] –

300000 VYHODNOCENÍ FITNESS.

Sphere Rastrigin’s Rosenbrock’s
Cl 1,45e-07 7,00e-08 8,36e+00
Gu 3,59e-09 5,49e-09 6,62e+00
Sn 1,22e-09 9,52e-09 6,54e+00

mCEDA-F 4,05e-67 1,99e-01 5,64e+00
mCEDA-G 1,58e-67 1,99e-01 5,51e+00

umožňuje efektivnı́ vytvářenı́ pravděpodobnostnı́ch EDA mo-
delů, zejména v přı́padě komplexnı́ch problémů s netriviálnı́mi
vazbami mezi proměnnými.

Dalšı́m aspektem, kterým se zabývám, je paralelizace al-
goritmu pomocı́ ostrovnı́ho modelu – tzn. použitı́ několika
samostatných populacı́ (tzv. ostrovů), mezi kterými docházı́
k občasnému přenosu informacı́. Zejména se zaměřuji na mi-
graci pravděpodobnostnı́ch modelů jednotlivých subpopulacı́
mezi ostrovy.

Cı́lem dizertace je ukázat, že EDA algoritmy mohou
významněji profitovat z použitı́ teorie kopulı́ a migrace
pravděpodobnostnı́ch modelů, tj. dokázat, že pro určitý typ
úloh lze použitı́m vhodné kopule výrazně zvýšit efektivitu
EDA algoritmů vzhledem ke standardnı́ variantě EDA.

VI. ZÁVĚR

Představili jsme použitı́ kopulı́ při návrhu
pravděpodobnostnı́ho modelu v EDA algoritmu a užitı́
paralelnı́ho ostrovnı́ho modelu algoritmu s použitı́m migrace
modelů.

Ze vzájemného srovnánı́ jedno-ostrovnı́ verze (sCEDA)
s vı́ce-ostrovnı́ (mCEDA) je patrný velký přı́nos ostrovnı́ho
modelu. Toto srovnánı́ bylo provedeno jednak na běžných
testovacı́ch úlohách, jednak na sadě úloh CEC 2013.

Výkonnost našeho mCEDA algoritmu byla porovnána
s jinými publikovanými kopulovými EDA. Naše mCEDA je
ve většině přı́padů výrazně lepšı́.
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